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Resumo: Há muito tempo a formação em engenharia é 

desenvolvida apenas em sua parte técnica. Porém, o alto 

avanço da tecnologia implica a necessidade do aluno se 

tornar mais ativo em seus estudos. Analisar simulações e 

comparar com dados experimentais, são ótimas opções 

para tornar o estudante protagonista de seus estudos. Este 

projeto tem como objetivo treinar uma rede neural 

desenvolvida em Python para determinar a massa de um 

objeto em um experimento de física. A rede neural utiliza 

dados de aceleração e inclinação de um sistema de dois 

corpos acoplados em um trilho de ar visando classificar 

uma das massas com base no movimento. 

 

1. Introdução 
Existe uma necessidade de mudança no curso de 

engenharia, na qual necessita fazer com que o aluno seja 

mais atualizado no cenário da tecnologia, pois à  medida 

que a relevância dessas áreas cresce, se torna 

fundamental que os engenheiros possuam uma 

compreensão de como algoritmos funcionam. Para isso, 

é necessário que novas didáticas de ensino-aprendizagem 

sejam criadas, fazendo com que o aluno possa se tornar 

mais ativo em seus estudos.  

Esse projeto tem como objetivo ingressar o aluno à 

conceitos de Inteligência Artificial (IA) e aprendizado de 

máquina  (ML), especificamente agrupamento não-

hierárquico e redes neurais, a  fim de auxiliá -lo nas 

experiências realizadas em laboratórios de física. 

Utilizando Python [1] como linguagem de programação, 

Scikit-Learn [2] como biblioteca de Redes Neurais e 

bibliotecas como Matplotlib [3] e Seaborn [4] para 

esboçar gráficos, o aluno de engenharia poderá entender 

e visualizar melhor os conceitos. Ao final do projeto, a  

experiência de laboratório e os algoritmos treinados serão 

abordados em aulas de física para alunos ingressantes no 

curso de engenharia com o objetivo de discutir o 

funcionamento de uma IA e os modelos de aprendizado 

de máquina. 

 

2. Metodologia 
A primeira etapa para o desenvolvimento desse 

projeto consistiu na aquisição de dados para obter um 

banco de dados que seja eficiente e confiável para treinar 

nossa IA. Conforme ilustrado na figura 1, foi utilizado 

um trilho de ar para a obtenção de dados a fim de 

minimizar as forças de atrito no movimento de dois 

corpos de massas diferentes acoplados por um fio em 

uma polia e quatro sensores ópticos para captar a 

velocidade em função do tempo. Esse arranjo 

experimental possibilita  a determinação da aceleração do 

sistema.  

 

 
Figura 1- Arranjo experimental do trilho de ar 

Na tabela 1 está apresentada a variação de valores das 

massas utilizadas para a aquisição de dados. 

 

Tabela 1 - Variação das massas utilizadas no 

experimento 

𝒎𝟏(kg) 𝒎𝟐(kg) 

0,209 0,004 a 0,013 

0,309 0,015 a 0,019 

0,409 0,021 a 0,031 

 

A aquisição de dados para a execução do projeto foi 

feita através do software Data Studio, onde foram obtidos 

os dados de velocidade em função do tempo de forma 

extremamente precisa , permitindo obter a aceleração. As 

informações adquiridas foram armazenadas em uma 

planilha no Excel e utilizada como banco de dados do 

projeto. 

A análise de agrupamento não hierárquico, também 

conhecido como partição, é uma técnica de aprendizado 

não supervisionado que busca dividir um conjunto de 

dados em um número pré-definido de grupos (clusters) 

de forma que os objetos dentro de cada grupo sejam mais 

semelhantes entre si do que com os objetos de outros 

grupos [5]. Neste projeto iremos trabalhar com o método 

k-Means, que utiliza o cálculo dos centroides de um 

conjunto de dados. [6].  

Redes neurais artificiais são modelos computacionais 

inspirados no sistema nervoso humano, capazes de 

aprender e tomar decisões complexas a partir de dados 

[7]. Os dados de entrada são alimentados na primeira 

camada e a informação flui através das camadas ocultas 

até a camada de saída, onde é gerada a resposta final [7]. 

Durante o treinamento, a rede é exposta a um grande 

conjunto de dados de treinamento, e os pesos são 

ajustados iterativamente utilizando algoritmos de 

otimização. 

Ao trabalhar com aprendizado de máquina, é 

essencial identificar os parâmetros indispensáveis para 

obter resultados coerentes e auxiliar na seleção dos dados 

a serem utilizados. Após compreender quais são os 

melhores parâmetros, foram escolhidas as seguintes 

variáveis para otimizar a execução do algoritmo de 
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classificação: a massa 𝒎𝟏, a  aceleração obtida e o ângulo 

de inclinação, já  que o foco dessa IA consiste em fornecer 

o resultado de uma classificação de massas 𝒎𝟐. 

 

3. Resultados 
Para treinar a Rede Neural, até o momento, foram 

adquiridos 256 dados, tendo uma variedade grande de 

valores para  𝒎𝟐. Foi realizada uma análise inicial dos 

dados usando o método k-Means. Para determinar a 

quantidade ideal de clusters em um conjunto de dados, 

foi utilizado o método de Elbow. O método é chamado 

dessa forma pois espera-se observar o ponto de inflexão 

na curva, assemelhando-se ao formato de um cotovelo. 

Esse método inicia com um único cluster e vai 

adicionando mais clusters gradativamente. A cada novo 

cluster, a  qualidade da classificação é avaliada e quando 

a melhora na classificação se torna muito pequena, o 

processo para  [8]. A figura 2 apresenta o gráfico do 

método utilizado com o banco de dados adquirido através 

desse projeto. 

 

 
Figura 2 - Método de Elbow dos dados do projeto. 

Após analisarmos o gráfico, foi observado que a 

quantidade mais eficaz para o projeto até o momento 

seria de 5 clusters. Assim, o resultado do agrupamento 

pelo k-Means é apresentado na tabela 2. 

 

Tabela 2- Resultado do agrupamento pelo k-Means 

Cluster Quantidade de 

itens por cluster 

Valor 

mínimo de 

𝒎𝟐 

Valor 

máximo de 

𝒎𝟐 

1 54 0.017 0.020 

2 59 0.015 0.021 

3 61 0.009 0.021 

4 20 0.031 0.031 

5 52 0.004 0.004 

 

Analisando os dados, pode-se perceber que os 

primeiros três clusters estão com uma grande dispersão 

dos valores da massa 𝒎𝟐, o que indica uma dificuldade 

para a  identificação correta da massa. Portanto, será 

necessário a diminuição de variabilidade de massas 𝒎𝟐 

para melhorar posteriormente a acurácia inicial da Rede 

Neural. 

 

 

 

4.  Conclusões 
A coleta de dados experimentais, embora 

desafiadora, é crucial para o treinamento eficaz da Rede 

Neural. Para aprimorar o modelo, o próximo passo será 

otimizar os valores de massa 𝒎𝟐 e adquirir novos dados 

com o trilho de ar inclinado, com diferentes angulações. 

Assim, a expectativa é aumentar a quantidade dos dados 

e melhorar a precisão da classificação, permitindo que a 

IA estime a massa 𝒎𝟐 com acurácia a partir de dados de 

massa 𝒎𝟏, ângulo e aceleração, auxiliando nas aulas de 

laboratório de Física 1. 
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